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1 Introdução

Em problemas de predição (aprendizado supervisionado), desejamos prever uma variável resposta
Y após observar covariáveis x. Para isso, estimamos quantidades associadas à distribuição de
probabilidade Y |X = x, como, por exemplo, a média condicional r(x) := E[Y |x] (Izbicki and
dos Santos, 2020). Em inferência causal, nosso objetivo é outro: queremos prever o valor de Y
quando fazemos uma intervenção de modo a forçar X = x. Esses objetivos são diferentes, pois a
intervenção pode alterar a medida de probabilidade associada ao problema. Vejamos um exemplo
que ilustra essa diferença.

Exemplo 1 (Paradoxo de Simpson). Este exemplo é inspirado em um análise de Jeffrey
Morris1. Seja H = I(hospitalizado) a variável que indica se um indiv́ıduo é hospitalizado por
COVID durante o peŕıodo do estudo, V = I(vacinado) se ele tomou vacina e I = I(idoso) sua
faixa etária. Vamos assumir que idosos se vacinam mais que jovens: P(V = 1|I = 0) = 0.5,
P(V = 1|I = 1) = 0.9, e que 50% da população é idosa, de modo que o Teorema de Bayes implica
que P(I = 0|V = 1) ≈ 0.357 e P(I = 0|V = 0) ≈ 0.833. Além disso, vamos assumir que a vacina
protege tanto jovens quanto idosos, mas que idosos têm maior probabilidade de hospitalização,
com ou sem vacina:

P(H = 1|I = 0, V = 1) = 0.01

P(H = 1|I = 0, V = 0) = 0.02

P(H = 1|I = 1, V = 1) = 0.05

P(H = 1|I = 1, V = 0) = 0.10

Combinando essas probabilidades, temos então que

P(H = 1|V = 1) = P(H = 1|V = 1, I = 0)P(I = 0|V = 1)

+ P(H = 1|V = 1, I = 1)P(I = 1|V = 1)

≈ 0.01× 0.357 + 0.05× 0.643 = 0.03572. (1)

Da mesma forma, temos que

P(H = 1|V = 0) ≈ 0.02× 0.833 + 0.1× 0.167 = 0.03336. (2)

Conclúımos das Equações 1 e 2 que P(H = 1|V = 1) > P(H = 1|V = 0). Isso significa que é melhor
não se vacinar? Não! Essa desigualdade apenas mostra que, na população estudada, vacinados
têm mais chance de serem hospitalizados que não-vacinados. Isto ocorre pois a maior parte dos
vacinados são idosos, que têm maior chance de hospitalização que jovens mesmo quando vacinados.
Mas a vacina diminui a chance de hospitalização tanto em idosos quanto em jovens. Isso demonstra
que avaliar (ou estimar, no caso em que apenas temos uma amostra) P(Y = hospitalização|X =
vacinado) não responde a pergunta que temos interesse: se eu aplicasse a vacina a todos os
indiv́ıduos da população, qual fração ficaria hospitalizada?

�

Para escrever formalmente a pergunta que temos interesse, necessitamos introduzir uma lin-
guagem adicional. Utilizaremos para isso o operador do (faz). A operação do(V = 1) é entendida
como um intervenção em um indiv́ıduo: “forçamos” (em um thought-experiment) esse indiv́ıduo a
tomar a vacina. Assim, no Exemplo 1, desejamos calcular P(H = 1|do(V = 1)). Em geral, temos
interesse em calcular

P(Y ∈ A|do(X = x))

para diversos eventos A de interesse. Existem duas principais linguagens para inferência causal;
cada uma define matematicamente o operador do de maneira diferente: a linguagem dos Potential

1Aqui fizemos uma simplificação para torná-lo mais didático; veja o exemplo original em https://tinyurl.com/

simpsoncovid.
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Outcomes (posśıvel sáıdas) (Rubin, 2005) e a linguagem dos Structural Causal Models (modelos
causais estruturais) (Pearl, 2009), que faz uso de grafos causais. Ambas as teorias apresentam
diferentes perspectivas sobre o modelo problema, e frequentemente podem ser usadas complemen-
tarmente para fornecer diferentes insights. De fato, elas são matematicamente equivalentes.

Neste texto assumiremos que conhecemos a estrutura causal do problema que estamos resol-
vendo. Mais especificamente, assumiremos que sabemos (i) quais são as variáveis relevantes para
ele (tanto as presentes quanto as ausentes no banco de dados) e (ii) como elas se relacionam cau-
salmente (ou seja, o que causa o que). Essa estrutura é um conjunto de suposições fortes que, na
maioria das vezes, não podem ser completamente testadas2.

Para resolver um problema de inferência causal, após elicitar sua estrutura causal, devemos
verificar se o efeito que desejamos estimar é ou não identificável. Em palavras, o efeito causal é
identificável se ele pode ser estimado a partir dos dados medidos. Muitas vezes isso não é posśıvel;
neste caso, dizemos que o problema é não identificável. As ferramentas vistas a seguir nos ajudam
a verificar se, e como, um efeito causal é identificado. Note que o processo de identificação
não depende dos dados, apenas de nossas suposições (embora dados possam auxiliar em alguns
aspectos).

2 Potential Outcomes

Por simplicidade, vamos assumir que X ∈ {0, 1} (chamaremos aqui essa variável de tratamento).
Denotaremos por Y (1) o valor da variável resposta nesse indiv́ıduo caso ele seja submetido a X = 1
e Y (0) o valor caso ele seja submetido a X = 0. Assim, cada indiv́ıduo tem associado a ele um par
(Y (0), Y (1)), chamado de potential outcomes. Contudo, somente um Y é observado na prática:

Y = Y (0)I(se X = 0) + Y (1)I(se X = 1).

A variável não observada é chamada de contrafatual. Com essa nomenclatura, P(Y ∈ A|do(X =
x)) é definido como P(Y (x) ∈ A).

Em geral, não é razoável assumir que X é independente do par (Y (0), Y (1)). Por exemplo, no
Exemplo 1, um indiv́ıduo vacinado (X = 1) tem maior probabilidade de ser idoso, de modo que
ele possivelmente tem mais probabilidade de ser hospitalizado (com ou sem vacina). Em outras
palavras, esperamos que a distribuição de (Y (0), Y (1))|X = 1 seja diferente da distribuição de
(Y (0), Y (1))|X = 0. Isso implica que, em geral,

P(Y ∈ A|do(X = 1)) := P(Y (1) ∈ A)

6= P(Y (1) ∈ A|X = 1) = P(Y ∈ A|X = 1),

de modo que as ferramentas usuais de regressão (que visam estimar P(Y ∈ A|X = x)) não
fornecerão uma estimativa do efeito causal. Contudo, é posśıvel estimar P(Y ∈ A|do(X = x))
em algumas situações. Veremos aqui duas formas de se fazer isso: (i) ajustar por variáveis de
confusão e (ii) desenhar um experimento aleatorizado. Existem, contudo, outras maneiras de
estimar o efeitos causais em alguns casos como, por exemplo, quando variáveis instrumentais
estão dispońıveis (Alves, 2021).

2.1 Ajuste por variáveis de confusão

Uma forma de tornar o efeito causal estimável é medir variáveis de confusão, que são variáveis
que afetam tanto X quanto Y . Seja Z um vetor de variáveis de confusão. Se assumirmos que
todos os confundidores foram medidos (uma hipóteses frequentemente chamada de ignorabilidade),
conseguimos medir o efeito causal a partir de apenas dados observacionais (isto é, não é necessário
desenhar um experimento aleatorizado, como descrito na Seção 2.2).

2Existe, contudo, uma extensa literatura sobre como descobrir estruturas causais (Glymour et al., 2019).
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Suposição 1 (Todos confundidores medidos).

X é independente de (Y (0), Y (1)) condicionalmente em Z.

Para interpretar a Suposição 1, vamos assumir, por simplicidade, que Y indica que um indiv́ıduo
se recuperou (Y = 1) ou não (Y = 0) de uma doença. Segundo essa suposição, P(Y (0) = 1|Z =
z, X = 0) = P(Y (0) = 1|Z = z, X = 1). Assim, ela implica que a probabilidade de um indiv́ıduo
com covariáveis Z = z que não foi submetido ao tratamento se recuperar sem ele é a mesma
caso ele tivesse sido alocado para receber o tratamento. Analogamente, essa suposição também
equivale a P(X = 1|Z = z, (Y (0), Y (1))) = P(X = 1|Z = z), isto é, dado z, a probabilidade de
um indiv́ıduo ser tratado não depende das sáıdas (Y (0), Y (1)). Assim, no Exemplo 1, assumir
V ⊥⊥ (H(0), H(1))|I implica que, dada a idade de um indiv́ıduo, a probabilidade dele tomar a
vacina não depende dos seus potenciais status de hospitalização (H(0), H(1)).

O seguinte teorema mostra como o efeito causal se relaciona com a distribuição geradora dos
dados e, assim, indica como ele pode ser estimado a partir de dados observacionais.

Teorema 1. Sob a Suposição 1,

P(Y ∈ A|do(X = x)) =

∫
P(Y ∈ A|X = x,Z = z)dP(z).

Demonstração.

P(Y ∈ A|do(X = x)) = P(Y (x) ∈ A) Definição

=

∫
P(Y (x) ∈ A|Z = z)dP(z) Lei da probabilidade total

=

∫
P(Y (x) ∈ A|X = x,Z = z)dP(z) Suposição 1

=

∫
P(Y ∈ A|X = x,Z = z)dP(z). Definição

�

O termo
∫
P(Y ∈ A|X = x,Z = z)dP(z) pode ser estimado com base em um conjunto de

dados, pois é uma função da distribuição conjunta dos dados. Exploraremos isso nos exemplos e
exerćıcios.

Exemplo 2. [Continuação do Exemplo 1] Vamos assumir que a única variável de confusão é
a idade (Suposição 1). Segue do Teorema 1 que

P(H = 1|do(V = 1)) =

1∑
i=0

P(H = 1|V = 1, I = i)P(I = i) = 0.01× 0.5 + 0.05× 0.5 = 0.03.

Analogamente,

P(H = 1|do(V = 0)) =

1∑
i=0

P(H = 1|V = 0, I = i)P(I = i) = 0.02× 0.5 + 0.1× 0.5 = 0.06,

de modo que P(H = 1|do(V = 0)) > P(H = 1|do(V = 1)) (é melhor se vacinar!).

�

É frequente termos interesse em funções de P(Y ∈ A|do(X = x)). Por exemplo, em um
contexto de regressão (isto é, Y ∈ R), o efeito causal médio (ATE; average treatment effect), é
definido como

E[Y |do(X = 1)]− E[Y |do(X = 0)].

Essa quantidade pode ser estimada fazendo a diferença entre duas funções de regressão.
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Exemplo 3 (Estimação do ATE). Seja µ(x, z) := E[Y |x, z] a função de regressão de Y em (x, z).
Segue do Teorema 1 que

E[Y |do(X = 1)]− E[Y |do(X = 0)] =

∫
E(Y |X = 1,Z = z)dP(z)−

∫
E(Y |X = 0,Z = z)dP(z)

=

∫
µ(1, z)dP(z)−

∫
µ(0, z)dP(z).

Assim, o ATE pode ser estimado via

1

n

n∑
i=1

µ̂(1, zi)−
1

n

n∑
i=1

µ̂(0, zi), (3)

em que µ̂(x, z) é uma estimativa da regressão µ(x, z) obtida usando uma amostra aleatória
(X1,Z1, Y1), . . . , (Xn,Zn, Yn).

�

O exemplo a seguir desenvolve esse estimador do ATE para o caso de um modelo linear.

Exemplo 4 (Modelo Linear). Suponha que a função de regressão seja linear, isto é, µ(x, z) =
β0 + βxx+ βt

zz. Neste caso, segue do Exemplo 3 que

E[Y |do(X = 1)]− E[Y |do(X = 0)] =

∫
µ(1, z)dP(z)−

∫
µ(0, z)dP(z)

=

∫
(β0 + βx × 1 + βt

zz)dP(z)−
∫

(β0 + βx × 0 + βt
zz)dP(z)

= βx.

Em palavras, o coeficiente da regressão de Y em (X,Z) associado a X é uma estimativa do
efeito causal de X em Y desde que todas as variáveis confundidoras foram de fato medidas.
Assim, podemos fazer um ajuste via mı́nimos quadrados para estimar E[Y |x, z] e utilizar β̂x como
estimativa do ATE de X em Y .

�

Exerćıcio 1 (Regressão linear com interações). Faça um desenvolvimento similar ao do Exemplo
4, mas agora assumindo que o modelo linear inclui as interações entre x e cada componente de z.

�

Exerćıcio 2 (Regressão Loǵıstica). Considere que Y ∈ {0, 1} e que P(Y = 1|x, z) é modelada por
uma regressão loǵıstica. Derive estimadores para as seguintes quantidades:

• Causal difference risk: P(Y = 1|do(X = 1))− P(Y = 1|do(X = 0)

• Causal risk ratio: P(Y=1|do(X=1))
P(Y=1|do(X=0))

• Causal odds ratio:
P(Y =1|do(X=1))
P(Y =0|do(X=1))
P(Y =1|do(X=0))
P(Y =0|do(X=0))

�

Exerćıcio 3 (Regressão Linear - X Quantitativo). Mostre como a Suposição 1 deve ser adaptada
para o caso em que X ∈ R e mostre como definir o ATE neste caso. Mostre também quanto ele
vale no caso de um modelo linear.

�
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2.2 Aleatorização

Embora a Seção 2.1 mostre uma forma de estimar o efeito causal com base em estudos observaci-
onais, esta abordagem possui várias limitações na prática:

• Nem sempre sabemos quais são os confundidores

• Nem sempre podemos medir todos os confundidores

• É fundamental que o modelo usado para estimar a função de regressão seja corretamente
especificado

Uma forma alternativa de tornar o efeito causal estimável com menos suposições é aleatorizar
X. Isto é, definiremos X ∼ Ber(p) para algum 0 < p < 1. Com isso, por construção teremos que
X é independente de (Y (0), Y (1)), de modo que

P(Y ∈ A|do(X = x)) = P(Y (x) ∈ A) = P(Y (x) ∈ A|X = x) = P(Y ∈ A|X = x),

isto é, o efeito causal é exatamente P(Y ∈ A|X = x), que podemos estimar com métodos usuais.
Ao contrário do que métodos baseados em controle por confundidores, aleatorizar requer menos

suposições para derivar efeitos causais. Contudo, nem sempre é posśıvel aleatorizar (tanto por
restrições f́ısicas quanto por restrições éticas).

3 Grafos Causais

Neste abordagem, representamos nosso conhecimento causal sobre as variáveis envolvidas em um
problema através de um grafo3. A partir desse grafo, podemos derivar quais variáveis devem ser
inclúıdas no fórmula do ajuste (que será novamente derivada aqui utilizando essa nova nomencla-
tura).

3.1 Grafos Direcionados Aćıclicos (DAGs)

Um grafos direcionado aćıclico (DAG) é uma representação gráfica da estrutura de dependência
de um vetor aleatório W := (W1, . . . ,Wd) em que cada vértice representa uma variável. Veja um
exemplo na Figura 2. Em um DAG, se há uma seta de Wi até Wj , dizemos que Wi é pai de Wj .
Denotamos por π(Wi) o conjunto de todos os pais do vértice Wi. Para que um DAG represente
adequadamente a estrutura de dependência de W, a seguinte decomposição deve valer:

p(w) =

d∏
i=1

p(wi|π(wi)).

Um DAG permite que diversas independências condicionais sejam derivadas facilmente. Por exem-
plo, em um DAG, temos que

Wi é independente de W′ condicionalmente em π(Wi), (4)

em que W′ representa todas as demais variáveis além de Wi, π(Wi) e os descendentes de Wi. Por
exemplo, o DAG da Figura 2 implica que W4 ⊥⊥W1|W3 e W2 ⊥⊥W3|W1 (entre outros).

3Grafos causais são um componente de uma abordagem chamada Structural Causal Models; veja (Pearl, 2009).
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W1

W2 W3

W4

Figura 2: Exemplo de DAG.

Exerćıcio 4. Derive três independências condicionais implicadas pelo DAG da Figura 3.

W1

W2

W3

W4 W5

Figura 3: DAG do Exerćıcio 4.

�

Grafos têm muitas aplicações em estat́ıstica não relacionadas com causalidade. Para que um
DAG também seja útil em inferência causal, devemos atribuir a ele uma interpretação causal.
Chamaremos um DAG de um DAG causal se ele codificar corretamente efeitos causais, no sentido
que se há uma flecha de Wi a Wj , então Wi é uma causa direta de Wj .

4 A Figura 4 (esquerda)
ilustra um DAG causal que pode ser associado ao Exemplo 1. Ao explicitar um grafo causal,
assumimos que todas as variáveis relevantes ao problema estão inclusas nele. Por exemplo, se
também achamos que a variável sexo é tal que Vacina ← Sexo → Hospitalização, então ela deve
ser inclúıda no modelo para que as conclusões causais sejam corretas.

Dado um DAG causal, o efeito de uma intervenção pode ser representado através da remoção
de algumas flechas. Mais especificamente, representamos o efeito da intervenção do(X = x) remo-
vendo todas as flechas que chegam em X. A Figura 4 (direita) ilustra o efeito de uma intervenção
em vacina no Exemplo 1. Assim, a intervenção induz uma nova medida de probabilidade para as
variáveis do grafo, que denotaremos por Pdo(X=x), que é usada para definir o efeito causal. Nesta
abordagem, o efeito causal de X em Y é definido através de

P(Y ∈ A|do(X = x)) := Pdo(X=x)(Y ∈ A|X = x).

4Dizemos que Wi é uma causa de Wj se Wi é uma causa direta de Wj , ou de alguma outra causa de Wj .
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I

V H

(a) DAG original

I

V H

(b) DAG após a inter-
venção em vacina

Figura 4: Esquerda: grafo original para o Exemplo 1. Direita: grafo após a intervenção na variável
“Vacina”.

No contexto de DAGs, um vetor Z é um vetor de confusão possui a estrutura do DAG da Figura
5. Neste caso, o efeito causal de X em Y pode ser facilmente calculado utilizando a correção dada
pelo seguinte teorema.

Z

X Y

Figura 5: Neste DAG, Z confunde o efeito de X em Y .

Teorema 2. Sob o DAG da Figura 5,

P(Y ∈ A|do(X = x)) =

∫
P(Y ∈ A|X = x,Z = z)dP(z).

Demonstração. Primeiramente, note que p(x, y, z) = p(z)p(x|z)p(y|x, z) e pdo(X=x0)(x, y, z) =
p(z)I(x = x0)p(y|x, z). Assim,

P(Y ∈A|do(X = x)) = Pdo(X=x)(Y ∈ A|X = x) Definição

=

∫
Pdo(X=x)(Y ∈ A|X = x,Z = z)dPdo(X=x)(z|X = x) Lei da probabilidade total

=

∫
Pdo(X=x)(Y ∈ A|X = x,Z = z)dPdo(X=x)(z). DAG da Fig. 5 após intervenção

=

∫
P(Y ∈ A|X = x,Z = z)dP(z). Invariância dessas P’s nos DAGs

�

Assim, a formula de ajuste dado pela teoria de DAGs (Teorema 2) é a mesma que aquela
apresentada no contexto de potential outcomes (Teorema 1).

Exerćıcio 5. Argumente, na linguagem de DAGs, porque aleatorizar X faz com que seja posśıvel
estimar o efeito causal de X em Y diretamente.

�

3.1.1 Quais variáveis controlar?

A derivação que fizemos da fórmula do ajuste (Teorema 2) assume que a relação de Z com X
e Y é dada pelo DAG da Figura 5. Contudo, nem toda variável é uma variável de confusão.

9



Mostraremos, agora, que incluir uma variável que não é de confusão na fórmula do ajuste (Teorema
2) pode ser extremamente perigoso, no sentido que fórmula do ajuste não necessariamente retorna
P(Y |do(X = x)) se inclúımos essas variáveis nela. Ilustraremos esse fenômeno aqui com um tipo
de variável que é particularmente danosa caso seja inclúıda na fórmula do ajuste: um collider. Z
é um collider (colisor) se ele possui a estrutura dada pelo DAG da Figura 6. Informalmente, Z é
um collider se ele é consequência tanto de X quanto de Y . O exemplo a seguir mostra que não
devemos condicionar em colliders ao se estimar o efeito de X em Y .

Z

X Y

Figura 6: Neste DAG, Z é um collider.

Exemplo 5. [Collider no exemplo da vacina.] Consideremos agora uma modificação do
Exemplo 1. Nesta versão, aplicamos uma vacina que não foi desenhada para COVID, mas sim
para combater uma outra doença pega frequentemente em ambientes hospitalares (mas não apenas
neles). Seja D = I(doença) a variável que indica se um indiv́ıduo contraiu essa doença no peŕıodo
do estudo. Assim, as suposições causais feitas aqui são dadas pelo DAG da Figura 7.

D

V H

Figura 7: DAG do Exemplo 5. D representa uma doença que é evitada pela vacina, mas que pode
ser causada por hospitalizações por outras doenças.

Segundo este DAG, P(H|do(V = 1)) = P(H), de modo que de fato ele implica que a vacina não
é eficaz contra hospitalizações por COVID. Contudo, se usamos a fórmula da correção (Teorema
2) como se D fosse uma variável de confusão, podeŕıamos checar à conclusão que a vacina é eficaz.
De fato, se P(H = 1) = 1/2, P(V = 1) = 0.1, P(D = 1|H = 0, V = 0) = 0.1, P(D = 1|H = 1, V =
0) = 0.5, P(D = 1|H = 0, V = 1) = 0 e P(D = 1|H = 1, V = 1) = 0.1, temos que a formula da
correção que usa D como variável de confusão indica que

P(H = 1|D = 1, V = 1)P(D = 1) + P(H = 1|D = 0, V = 1)P(D = 0) ≈ 0.62.

Se fosse apropriado usar essa fórmula para calcular P(H|do(V = 1)), concluiŕıamos então que
P(H|do(V = 1)) > P(H) (ou seja, que a vacina previne hospitalizações por COVID), o que é uma
contradição com o DAG.

�

Exerćıcio 6. [Mediação.] Neste exerćıcio, veremos outro tipo de variável que não deve ser usada
na fórmula de ajuste, um mediador. Para isso, voltemos ao exemplo da vacina. Desta vez, vamos
considerar além de V (vacinação) e H (hospitalização), a variável M (a variável que indica se um
indiv́ıduo usa máscaras). Vamos assumir o DAG da Figura 8. Em palavras, vamos considerar
que um individuo ser vacinado por fazer com que ele deixe de usar máscaras (por exemplo), e
que máscaras também mudem a chance de hospitalização. Formalmente, M media o efeito de V
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em H. Argumente que, nesse caso, a fórmula do ajuste com M não retorna, necessariamente,
P(H ∈ A|do(V = v)). Qual passo da demonstração deste teorema falha?

M

V H

Figura 8: DAG do Exemplo 6.

�

Há casos em que condicionar em algumas variáveis não é necessário, mas também não invalida
a análise (no sentido de que se elas forem adicionadas à fórmula do ajuste, essa ainda retornará
P(Y ∈ A|do(X = x))), como mostra o seguinte exerćıcio.

Exerćıcio 7. [Controle por outras variáveis explicativas.] Dê um exemplo de problema
para o qual o DAG da Figura 9 seja compat́ıvel. Mostre que, sob esse DAG, utilizar a fórmula do
ajuste controlando por (Z,W ) retorna P(Y ∈ A|do(X = x)). Mostre o mesmo controlando apenas
por Z. Conclua que ambas as escolhas são válidas. (Controlar por (Z,W ), contudo, por levar a
uma diminuição da variância da estimativa do efeito causal; Cinelli et al. 2021.)

Z

X

W

Y

Figura 9: DAG do Exerćıcio 7.

�

Veja Cinelli et al. (2021) para diversos outros exemplos em DAGs mais complexos que os estu-
dados aqui. Veja também Textor et al. (2016)5 para uma ferramenta simples que automaticamente
calcula quais variáveis devem ser inclúıdas na fórmula do ajuste para que seja posśıvel estimar um
efeito causal em DAGs mais complexos. A matemática por trás dessas derivações é chamada de
do-calculus e pode ser encontrada em Pearl (2009).

4 Inverse Probability Weighting e Propensity Scores

A fórmula do ajuste (Teoremas 1 e 2) nos fornece uma maneira de estimar o efeito causal de X
em Y caso seja posśıvel medir todos os confundidores Z. Em outras palavras, ela mostra como o
efeito causal se relaciona matematicamente à distribuição do dados observáveis. Essencialmente,
ele mostra que basta adicionar os confundidores Z como covariáveis na regressão de Y em X para
se obter uma estimativa do efeito causal. Contudo, para que esse efeito seja bem estimado, é ne-
cessário que o modelo de regressão seja corretamente especificado. Algumas maneiras alternativas
para estimar efeitos causais na presença de confundidores podem ser criadas a partir do escore de
propensão (propensity score), que estudamos nessa seção.

5http://www.dagitty.net/dags.html#
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Por simplicidade, vamos assumir que o tratamento X ∈ {0, 1}. O escore de propensão é a
função

e(z) := P(X = 1|z).

Em palavras, essa função mede a probabilidade de um individuo ser tratado dadas as suas variáveis
de confusão z. Em estudos observacionais, e(z) não pode ser calculado, mas, caso se as variáveis
de confusão sejam medidas, pode-se estimá-lo (por exemplo, com uma regressão loǵıstica de X em
Z). A seguir veremos duas maneiras de utilizar esse escore.

4.1 Inverse Probability Weighting (IPW)

Uma forma de se usar escores de propensão é dada pelo seguinte teorema.

Teorema 3. Sob a Suposição 1,

E[Y |do(X = 1)] = E
[
Y I(X = 1)

e(Z)

]
.

Demonstração.

E[Y |do(X = 1)] =

∫
E(Y |X = 1,Z = z)dP (z) Teorema 1

=

∫ ∫
yp(y|z, X = 1)dydP (z)

=

∫ ∫
y
p(y, z, X = 1)

e(z)
dydz

=

∫ ∫ 1∑
x=0

yI(x = 1)
p(y, z, x)

e(z)
dydz

= E
[
Y I(X = 1)

e(Z)

]
Lei do estat́ıstico inconsciente

�

O Teorema 3 indica que se ê(z) é uma estimativa do propensity score, então pode-se estimar
o ATE via

1

n

n∑
i=1

YiI(Xi = 1)

ê(Zi)
− 1

n

n∑
i=1

YiI(Xi = 0)

1− ê(Zi)
, (5)

em que (X1,Z1, Y1), . . . , (Xn,Zn, Yn) é uma amostra aleatória. Idealmente, a amostra usada para
calcular essa estimativa deve ser diferente da amostra usada para estimar e(z). Para que a Equação
5 seja uma boa estimativa, o propensity score deve estar bem estimado. Além disso, ê(Zi) não
pode ficar próximo de zero nem um, caso contrário a estimativa do ATE terá uma variabilidade
muito grande.

4.1.1 Estimador duplamente robusto

A ideia do estimador duplamente robusto é combinar os estimadores das Equações 3 e 5 de modo
a se obter um estimador mais robusto. Mais precisamente, ele é desenhado de forma que tenha
bom desempenho se o modelo para µ(x, z) ou e(z) for razoável (ou seja, ele é robusto ao caso de
um dos modelos ser ruim).

O estimador duplamente robusto do ATE é definido por

1

n

n∑
i=1

[
I(Xi = 1) (Yi − µ̂(1,Zi))

ê(Zi)
+ µ̂(1,Zi)

]
− 1

n

n∑
i=1

[
I(Xi = 0) (Yi − µ̂(0,Zi))

1− ê(Zi)
+ µ̂(0,Zi)

]
. (6)

Para notar que esse estimador de fato é robusto, observe que:
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• Se a estimativa de µ(x, z) for boa, então

E
[
I(Xi = 1) (Yi − µ̂(1,Zi))

ê(Zi)

]
≈ 0 e E

[
I(Xi = 0) (Yi − µ̂(0,Zi))

1− ê(Zi)

]
≈ 0.

Assim, pela lei dos grandes números, segue que

1

n

n∑
i=1

I(Xi = 1) (Yi − µ̂(1,Zi))

ê(Zi)
≈ 0 e

1

n

n∑
i=1

I(Xi = 0) (Yi − µ̂(0,Zi))

1− ê(Zi)
≈ 0

e, assim, o estimador duplamente robusto é aproximadamente o estimador da Equação 3.
Ou seja, caso µ seja bem estimado, o estimador não usará os propensity scores.

• Se a estimativa de e(z) for boa, então

E
[
I(Xi = 1)− ê(Zi)

ê(Zi)
µ(1,Zi)

]
≈ 0 e E

[
ê(Zi)− I(Xi = 1))

1− ê(Zi)
µ(0,Zi)

]
≈ 0.

Como a Equação 6 pode ser reescrita como

1

n

n∑
i=1

[
I(Xi = 1)Yi

ê(Zi)
− I(Xi = 1)− ê(Zi)

ê(Zi)
µ̂(1,Zi)

]
− 1

n

n∑
i=1

[
I(Xi = 0)Yi
1− ê(Zi)

− ê(Zi)− I(Xi = 1)

1− ê(Zi)
µ̂(0,Zi)

]
,

conclúımos que, nesse caso, o estimador duplamente robusto é aproximadamente da Equação
5. Ou seja, caso e seja bem estimado, o estimador não usará µ̂.

4.2 Propensity score como redução de dimensão

O propensity score pode ser visto como uma transformação das variáveis de confusão Z para [0, 1].
O seguinte teorema mostra que essa transformação ainda permite que o efeito causal de X em Y
seja estimado.

Teorema 4. Sob a Suposição 1,

X é independente de (Y (0), Y (1)) condicionalmente em e(Z).

Segue dos Teoremas 1 e 4 que

P(Y ∈ A|do(X = x)) =

∫
P(Y ∈ A|X = x, e(Z) = e)dP(e).

Em particular, esse resultado implica que podemos estimar o ATE fazendo uma regressão de Y no
par (x, e(z)). Isto é, não é necessário adicionar z como um todo. Claro, na prática temos primeiro
que estimar e(z). Esse resultado também sugere outras formas de usar o propensity score, como
matching (Rosenbaum and Rubin, 1983), que não exploramos aqui.

4.3 Propensity scores em estudos aleatorizados

Muitas vezes, podemos fazer um estudo aleatorizado em que cada indiv́ıduo não tem a mesma
probabilidade de pertencer ao grupo que recebe o tratamento. Essas probabilidades são pré-
determinadas a partir de covariáveis z. Neste contexto, o propensity score e(z) é conhecido, e
podemos usar as ferramentas descritas acima para estimar o efeito causal sem precisar estimar
e(z).

Exerćıcio 8. Considere o banco de dados synthetic_data.csv, dispońıvel em https://github.

com/grf-labs/grf/tree/master/experiments/acic18. Esses dados são inspirados no The Nati-
onal Study of Learning Mindsets. Neste estudo, alguns estudantes de escolas públicas nos Estados
Unidos foram convidados a assistir uma palestra. O objetivo do estudo é avaliar se essa palestra
foi capaz de alterar a mentalidade dessas pessoas de modo a melhorar seu desempenho acadêmico.
Responda às seguintes perguntas:
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• Quais das variáveis dispońıveis você acha que são variáveis de confusão?

• Estime o ATE usando um modelo de regressão linear simples (sem confundidoras).

• Estime o ATE usando um modelo de regressão linear simples, adicionando as variáveis que
você acredita ser de confusão.

• Estime o propensity score usando uma regressão loǵıstica. Mostre a distribuição desse score
nos dois tratamentos. Interprete os resultados.

• Estime o ATE usando o Teorema 4.

• Estime o ATE usando uma regressão linear com o propensity score como covariável.

• Estime o ATE usando o estimador duplamente robusto (Equação 6).

• Repita os itens que dependem do propensity score usando uma estimativa por floresta
aleatória.

• Como se comparam as estimativas do ATE que você obteve? Qual você utilizaria no problema
real? Justifique.

�

5 Exemplo: estimando contrafatuais

Por vezes, temos interesse em estimar contrafatuais. Ou seja, desejamos estimar o que teria
ocorrido se uma decisão diferente tivesse sido tomada. Aqui descrevemos uma forma como isso
pode ser feita em um contexto bem espećıfico. Assumiremos que temos T séries temporais e que
uma intervenção é feita em um dado momento apenas na primeira dessas séries. Desejamos então
estimar o que teria acontecido com essa séries se a intervenção não houvesse sido feita nela. Para
isso, utilizarmos a ideia de controles sintéticos (Abadie et al., 2010), que consiste em utilizar as
séries que não sofreram intervenção para modelar o contrafatual da primeira série.

Para tornar o exemplo mais concreto, utilizaremos o modelo usado por Izbicki et al. (2021)
para medir quantas hospitalizações foram evitadas até Maio/2021 em em indiv́ıduos maiores de
65 anos por conta da vacina para COVID. Para isso, precisamos estimar quantas hospitalizações
teriamos nesse grupo caso ele não tivesse sido vacinado.

Denotaremos por Yt,f o número de internados com COVID na faixa etária f (f = 1, . . . , F )
no dia t (t = 1, . . . , T ). Os potential outcomes serão denotados por Yt,f (v), em que v = 1
representa esse número caso esse grupo já tenha sido submetido à vacina no instante t, e v = 0
indica o mesmo número caso esse grupo não tenha sido submetido à vacina. Vamos assumir que
a intervenção (a vacina) no grupo de interesse (sem perda de generalidade, f = 1) ocorreu no
instante t0 e que, até o final do estudo, os outros grupos não sofreram efeito dessa intervenção.
Seja Y−1t (v) = (Yt,2(v), . . . , Yt,F (v)). Assumiremos que

Yt,f (0) = β0 + βtY−1t (0) + εt,f , t = 1, . . . , T (7)

com (εt,f )t,f
i.i.d.∼ N(0, σ2), embora a abordagem de controles sintéticos seja muito mais geral.

Como Yt,f = Yt,f (0) para todo f e t < t0, a Equação 7 implica que

Yt,1 = β0 + βtY−1t + εt,f t = 1, . . . , T0 − 1

o que sugere que podemos estimar os parâmetros desse modelo (β0,β e σ2) via uma regressão
linear por mı́nimos quadrados com os dados até T0. Além disso, como Yt,1 = Yt,f (0) para todo
t ≥ T0, observamos yt,f (0) para todo t ≥ T0, de modo que podemos estimar o contrafatual no
grupo 1 via

Ŷt,1(0) := β̂0 + β̂
t
Y−1t (0), t = T0, . . . , T.

14



Como medimos Yt,1(1) para t ≥ T0, podemos então avaliar Yt,1(1)−Ŷt,1(0) para ter uma estimativa
do efeito que a intervenção teve em cada instante.

Em Izbicki et al. (2021), utilizamos como único grupo sintético a população entre 55 e 62 anos,
pois esse grupo ainda não havia recebido a vacina no peŕıodo analisado e era mais próximo (em
termos de comportamento) do grupo idoso, de modo que ele é mais informativo para modelar o
comportamento deste. Os resultados deste modelo para o estado de São Paulo encontram-se na
Figura 10. Note que o modelo realmente se ajusta bem antes da intervenção.

Figura 10: contrafatual estimado para o número de internações evitadas em idosos devido à vacina.
Extráıdo de Izbicki et al. (2021).

Existem muitos outros atalhos para derivar contrafatuais em situações espećıficas, como DID
e Discontinuidade (Alves, 2021).
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